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Jerzy LIPSKI

IDENTYFIKACJA PROCESÓW DYNAMICZNYCH
Z ZASTOSOWANIEM SIECI NEURONOWYCH

APPLICATION OF NEURAL NETWORK TO IDENTIFICATION OF
DYNAMICAL PROCESS

Zadanie identyfikacji polega na dokonaniu matematycznego opisu modelu systemu dynamicznego na podstawie serii
pomiarów. Motywacj¹ do podjêcia takich dzia³añ mo¿e byæ, miêdzy innymi, predykcja zachowania siê systemu, wykrywa-
nia uszkodzeñ lub projektowanie uk³adu sterowania. W artykule zwrócono szczególn¹ uwagê na metodykê identyfikacji
systemów nieliniowych z zastosowaniem sieci neuronowych. Przytoczono przyk³ady zastosowania opisanych metod do
identyfikacji procesu skrawania.

System identification is the task of inferring a mathematical description a model of a dynamical system from series of
measurements. Can be several motives of so actions, typical: prediction behaviors of system, detect of damage, design of
control system. In this paper the attention is drawn to identification nonlinear systems with application of neural network.
Has been shown an example described methods to modeling cutting process.

1. Wprowadzenie w zagadnienia identyfikacji systemów
dynamicznych

W zale¿no�ci od informacji a priori o badanym systemie, problem
identyfikacji mo¿e byæ rozwi¹zywany na kilka sposobów. Je¿eli iden-
tyfikacja opiera siê wy³¹cznie na danych z pomiarów, zak³adaj¹c brak
wiedzy o istocie procesów fizycznych zachodz¹cych w systemie, to
proces identyfikacji jest nazywany modelowaniem �czarnej skrzynki�.
Dla kontrastu okre�lenie modelowanie �bia³ej skrzynki� odnosi siê do
czysto fizycznego podej�cia w procesie modelowania. Je¿eli tylko czê�æ
wiedzy o modelowanym obiekcie jest znana i wykorzystana do mode-
lowania o pozosta³a pochodzi z pomiarów, to taki sposób modelowa-
nia nazywamy modelowaniem �szarej skrzynki�.

Rozwa¿ania przytoczone w niniejszym artykule dotycz¹ modelo-
wania �czarnej skrzynki�. Bior¹c pod uwagê fakt, ¿e wiêkszo�æ syste-
mów z jakimi spotykamy siê na co dzieñ jest nieliniowych, mo¿e bu-
dziæ zdziwienie, ¿e literatura identyfikacji systemów dotyczy najczê�ciej
systemów liniowych. Jest kilka powodów takiego stanu. Wiele syste-
mów dynamicznych mo¿e byæ z wystarczaj¹c¹ dok³adno�ci¹ dla ce-
lów modelowania opisane modelem liniowym. Obliczenia zarówno
numeryczne jak i statystyczne s¹ mniej skomplikowane na takim mo-
delu. Mo¿na w prosty sposób dobraæ zarówno strukturê jak i nastawy
regulatora do sterowania obiektem opisanym modelem liniowym.

Jednak¿e, nieliniowo�ci bêd¹ce przyczyn¹ powstawania drgañ,
wymuszaj¹ niekiedy uwzglêdnienie modelu nieliniowego w celu po-
prawy wydajno�ci systemu sterowania obiektem. W takiej sytuacji
modelowanie �czarnej skrzynki� mo¿e znale�æ zastosowanie do ste-
rowania systemem o nieznanych w³a�ciwo�ciach.

Identyfikacja modelu systemu dynamicznego przebiega zazwy-
czaj wed³ug algorytmu pokazanego na rys. 1.

1.1. Eksperyment

Celem eksperymentu jest zebranie danych opisuj¹cych jak bada-
ny system zachowuje siê pod wp³ywem zewnêtrznych oddzia³ywañ
w zakresie spodziewanym podczas normalnej pracy. Polega to na
dokonywaniu zmian sygna³u wej�ciowego u(t) i obserwacji zmian
wyj�ciowych  y(t) jak na rys.2.

Zbiory warto�ci sygna³ów przypisanych do wej�cia i wyj�cia ogól-
nie mo¿na zapisaæ:

[ ]{ }( ), ( ) , 1,...,NZ u t y t t N= = (1)

gdzie: ZN � N elementowy zbiór danych do�wiadczalnych;
u(t) � sygna³ wej�ciowy;
y(t) � sygna³ wyj�ciowy;

Je¿eli identyfikowany system bêdzie pracowa³ w stanie niesta-
bilnym mo¿e byæ koniecznym wielokrotne powtarzanie procesu iden-
tyfikacji, po uprzednim rêcznym usuniêciu przyczyn niestabilno�ci.
Jednym z g³ównych zadañ eksperymentatora prowadz¹cego proces
identyfikacji jest okre�lenie: czêstotliwo�ci próbkowania, dobór od-
powiedniego sygna³u wej�ciowego oraz wstêpna obróbka danych.
Wstêpna obróbka danych dotyczy zazwyczaj przeprowadzenia testów
nieliniowo�ci oraz usuniêcia zak³óceñ, szumów i innych niepo¿¹da-
nych efektów.

1.2. Wybór struktury modelu

Najczê�ciej dysponujemy zbiorem potencjalnych modeli, w�ród
których poszukuje siê tego najlepszego. Problem ten mo¿na rozwi¹-
zaæ dwoma sposobami:
1. Wybraæ rodzinê struktury modelu najlepiej pasuj¹c¹ do opisywane-

go systemu np. strukturê modelu liniowego, sieæ neuronow¹ w for-
mie wielowarstwowego perceptronu lub opis falkowy (wavelets).
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Rys.1. Podstawowy algorytm identyfikacji systemu
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Rys. 2. Schemat przeprowadzenia identyfikacji
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2. Wybraæ podzbiór w okre�lonej rodzinie struktur. Dla przyk³adu
w rodzinie modeli liniowych mo¿e to byæ model strukturalny
ARX(2,3,1) gdzie (2,3,1) oznacza opó�nienie czasowe okresu prób-
kowania i to, ¿e bie¿¹cy sygna³ wyj�ciowy zale¿y od dwóch pró-
bek sygna³u wyj�ciowego i trzech sygna³ów wej�ciowych z prze-
sz³o�ci.

1.3. Estymacja modelu

 Gdy zosta³ wybrany zbiór potencjalnie pasuj¹cych modeli, na-
stêpnym krokiem jest wybór jednego szczególnego modelu. Polega
to na sprawdzeniu, który model spe³nia w mo¿liwie najwy¿szym stop-
niu za³o¿one kryteria. Kryteria te mog¹ byæ formu³owane w bardzo
ró¿ny sposób lecz zawsze powinny pasowaæ do celów budowy mo-
delu. Najczê�ciej stosowan¹ strategi¹ jest wybór modelu, który cha-
rakteryzuje siê najlepsz¹ predykcj¹ sygna³u w chwili przysz³ej odle-
g³ej od bie¿¹cej o okres próbkowania w sensie minimalnego b³êdu
�redniokwadratowego miêdzy obserwowanym sygna³em wyj�ciowym
a przewidywanym przez model. Proces wyboru modelu jest nazywa-
ny w literaturze procesem estymacji. Ten etap  budowy modelu neu-
ronowego nosi nazwê �uczenia sieci� lub �trenowania sieci�.

1.4. Wiarygodno�æ modelu

 Gdy model zosta³ ju¿ wybrany powinien byæ poddany testowa-
niu w celu sprawdzenia czy spe³nia na³o¿one wymagania. Test doty-
czy szczególnie obszaru przysz³ego zastosowania modelu. Kryteria
w du¿ej mierze zale¿¹ od za³o¿onej dok³adno�ci modelowania i spo-
sobu wykorzystania sygna³u z modelu. W sytuacji, gdy podczas prób-
nego zastosowania modelu istnieje podejrzenie o nieadekwatno�æ
nale¿y powróciæ do jednego z poprzednich etapów tj. eksperymentu,
wyboru struktury lub tylko estymacji.

2. Nieliniowe modele strukturalne bazuj¹ce na sieciach
neuronowych

Je¿eli za³o¿yæ, ¿e budowany model bêdzie powstawa³ na zasadzie
identyfikacji �czarnej skrzynki� przydatn¹ jest struktura sieciowa na-
zywana wielowarstwowym perceptronem (MLP- multilayer percep-
tron network). Badania pokaza³y [1], ¿e odwzorowuje on z dobr¹ do-
k³adno�ci¹ zale¿no�ci funkcyjne miêdzy zbiorami danych wej�ciowych
i wyj�ciowych po uprzednim nauczeniu na ci¹gach danych ucz¹cych.
Pozostaje wybraæ wej�cia informatyczne sieci oraz wewnêtrzn¹ archi-
tekturê sieci. Najczê�ciej zak³ada siê  strukturê wewnêtrzn¹ typu feed-
forward sieci MLP, ma ona szereg zalet:

√ Jest naturalnym rozszerzeniem dobrze znanej struktury liniowej
modelu;

√ Wewnêtrzna architektura mo¿e byæ rozszerzana stopniowo w miarê
potrzeby podwy¿szania elastyczno�ci w celu odwzorowania bar-
dziej z³o¿onych zale¿no�ci funkcjonalnych;

√ Jest wygodna do zastosowaniach w systemach sterowania.

Tak wybrany model sieciowy mo¿na opisaæ równaniem:

)(]),,([)( tetgty += θθϕ (2)

lub dla formy predykcyjnej:

]),,([)|(ˆ θθϕθ tgty = (3)

ϕ(t, θ) jest wektorem regresji a θ zawiera wektor parametrów regulo-
wanych sieci neuronowej zwany wektorem wag, jest funkcj¹ realizo-
wan¹ przez sieæ przy za³o¿eniu struktury feedforward. W zale¿no�ci
od wyboru wektora regresji otrzymuje siê ró¿ne struktury modeli nie-
liniowych. Je¿eli wektor regresji zostanie wybrany  dla modeli ARX

to strukturê sieci neuronowej okre�la siê jako NNARX jako akronim
Neural Network ARX. Podobnie mog¹ byæ tworzone modele NNFIR,
NNARMAX, NNOE lub NNSSIF.

2.1 Modele NNFIR i NNARX

W modelach tych zachodzi czysto algebraiczna relacja miêdzy
przewidywanym sygna³em wyj�ciowym a zmierzonym w przesz³o-
�ci oraz stanem wej�æ. Modele charakteryzuj¹ siê du¿¹ stabilno�ci¹
co jest szczególnie wa¿ne w przypadku nieliniowo�ci gdy problem
stabilno�ci bardzo siê komplikuje. Struktura modeli zosta³a pokaza-
na na rys.3.

Model NNFIR  wymaga dla okre�lenia predykcji sygna³u wyj-
�ciowego ci¹gu sygna³ów wej�ciowych przesuniêtych w czasie o wie-
lokrotno�æ okresu próbkowania. Natomiast model NNARX wymaga
dodatkowo informacji o warto�ciach od y(t-1) do y(t-n).

Je¿eli zostanie przyjêty model regresji ARMAX to postaæ funk-
cji realizowanej przez sieæ typu feedback przyjmie postaæ:

Tkttmdtudtuntytyt )],(),...,,(),()...(),()...([),( θεθεθϕ −−−−−= (4)

gdzie oznacza b³¹d predykcji, którego warto�æ wp³ywa na proces ucze-
nia sieci. Rozwi¹zanie to jest okre�lane w literaturze [2] jako recur-
rent network .

3. Przyk³ad modelu procesu skrawania zbudowanego
z zastosowaniem sieci neuronowej

Identyfikacja zwi¹zków dynamicznych miêdzy si³ami skrawania
a wzglêdnym przemieszczeniem narzêdzia i przedmiotu jest istotna
z punktu widzenia mo¿liwo�ci sterowania procesem skrawania.

Do modelowania przyjêto strukturê NNARX oraz sieæ neurono-
w¹ o jednej warstwie ukrytej zawieraj¹cej 12 neuronów. Do uczenia
sieci przygotowano zestaw ucz¹cy z³o¿ony z wektora si³y odporowej
oraz wektora przemieszczenia narzêdzia i przedmiotu. Si³ê rejestro-
wano podczas eksperymentu toczenia si³omierzem piezoelektrycz-
nym umieszczonym w oprawce narzêdzia, przemieszczenia mierzo-
no bezdotykowo przy pomocy czujnika laserowego. Toczeniu poddano
przedmiot o nieregularnej powierzchni co powodowa³o losow¹ zmien-
no�æ g³êboko�ci skrawania. Zadaniem nauczonej  sieci by³a predyk-
cja przemieszczenia na jeden okres próbkowania do przodu. Wyniki
modelowania przedstawiono na rys.5.

Oznaczenie �data1� odnosi siê do przemieszczeñ rzeczywistych
narzêdzia i przedmiotu podczas gdy przebieg oznaczony �data2� ilu-
struje przewidywane warto�ci odkszta³ceñ przez sieæ neuronow¹. Na
dolnym wykresie pokazano b³¹d predykcji. Jak widaæ warto�ci b³êdu
predykcji s¹ rzêdu tysiêcznych czê�ci mm, co wskazuje na bardzo
dobre dopasowanie modelu predykcyjnego. Opracowana metoda
modelowania  zostanie wykorzystana w dalszym etapie do sterowa-
nia procesem skrawania w trybie on-line.
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Rys.3.  Modele strukturalne realizowane w sieci neuronowej:
a) NNFIR, b) NNARX
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Rys. 5. Wyniki modelowania procesu toczenia
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